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摘要:针对小样本数据下旋转机械剩余使用寿命难以准确预测的问题,提出一种数字孪生驱动的

旋转机械健康因子构建及剩余使用寿命预测方法。通过融合卷积自编码器与 Weibull分布构建数

据驱动的旋转机械退化行为模型。使用旋转机械早期退化信号训练卷积自编码器,使其学习到早

期退化信号模式;使用卷积自编码器对测试信号进行重构并计算重构误差,将重构误差映射到

[0,1]区间作为健康因子,根据健康因子拟合 Weibull可靠度函数并预测旋转机械剩余使用寿命;
在旋转机械持续运行过程中基于实时数据重复上述步骤,实现旋转机械剩余寿命的实时更新。在

PHM2012公开数据集上的测试结果表明:所提方法可以在不需要末期退化信号的前提下预测轴

承剩余寿命,预测结果明显高于现有报道的各类方法,均方根误差和平均绝对百分比误差分别为

938.8s与42.62%。在巴斯夫新材料有限公司某自动化测试系统数字孪生预测性维护平台的应

用案例表明,所提方法具有实际工业场景下小样本旋转机械寿命预测的可行性。
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Abstract:Aimingataccuratelypredictingtheremainingusefullifeoftherotatingmachinerywith
asmallsizeofsamples,adigitaltwindrivenmethodforhealthindexconstructionandremaining
usefullifepredictionforrotatingmachinerywasproposed.Thedegradationbehaviormodelwas
constructedbycombiningconvolutionalautoencoderandWeibulldistributiontheory.Firstly,the
convolutionalautoencoderwastrainedwiththeearlydegradationsignaloftherotatingmachinery
tolearntheearlydegradationsignalpattern.Then,theconvolutionalautoencoderwasusedto
reconstructthetestsignalandcalculatethereconstructionerror,whichwasmappedintothe[0,1]

intervalasthehealthindex.Finally,theWeibullreliabilityfunctionwasfittedaccordingtothe
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healthindextopredicttheremainingusefullifeoftherotatingmachinery.Theabovestepswere
repeatedduringthecontinuousoperationoftherotatingmachinerybasedonreal-timedata.The
validationresultsofPHM2012publicdatasetshowthattheproposedmethodcanpredictthere-
mainingusefullifeofbearingswithoutthefailuredegradationsignal,andthepredictedresultsare
significantlysuperiortothosepredictedbyexistingmethods,withtherootmeansquareerrorof
938.8andthemeanabsolutepercentageerrorof42.62%.Theapplicationofthismethodinan
automatedtestsystemdigitaltwinpredictivemaintenanceplatformofBASFAdvancedChemicals
Co.,Ltd.demonstratedthefeasibilityoftheproposedmethodforfew-shotlifepredictionofro-
tatingmachineryinpracticalindustrialscenarios.
Keywords:digitaltwin;convolutionalautoencoder;Weibulldistribution;rotatingmachinery;

remainingusefullifeprediction

  旋转机械广泛应用于各种生产生活场景,并且

随着生产需求与制造水平的提高,旋转机械的集成

化、精密化程度也日益增长。旋转机械应用场景复

杂,容易在可变重载、高温摩擦、周期性冲击等恶劣

工况下产生退化乃至失效,轻则降低设备精度,影响

加工质量,重则设备损坏,生产中断,造成巨大的经

济损失和安全威胁。因此,研究旋转机械的剩余使

用寿命预测方法有助于指导旋转机械的使用与维

护,对保证旋转机械工作质量、提高生产效率有重大

意义。
旋转机械剩余使用寿命预测方法主要包括两

种:基于机理模型的预测方法与数据驱动的预测方

法。前者利用失效机理、概率统计等方法分析旋转

机械退化过程,通过理论分析、试验验证等方法构建

退化机理模型并进行剩余寿命预测。例如,Cerrada
等[1]提取传感器信号的时域、频域、时频域特征,输
入随机森林模型进行齿轮故障诊断。李乃鹏等[2]融

合多传感器数据建立Wiener过程模型,可有效预测

铣刀 剩 余 使 用 寿 命。此 外,小 波 变 换[3-4]、排 列

熵[5-6]、变分模态分解(variationalmodedecomposi-
tion,VMD)[7-8]等方法也被广泛应用于剩余寿命预

测。数据驱动的剩余寿命预测则是基于各类预测算

法构建传感器信号与旋转机械剩余使用寿命之间的

端到端模型,在大数据支持下无需专家经验与领域

知识即可进行旋转机械剩余寿命预测。宋亚等[9]使

用自编码器提取信号高维特征,将提取到的特征,输
入双向长短时记忆神经网络进行预测得到剩余使用

寿命。Kong 等[10]和 Yu 等[11]都 结 合 CNN 与

LSTM网络构建时空融合网络来进行剩余使用寿

命预测。康涛等[12]和邓飞跃等[13]通过向卷积神经

网络引入多注意力机制和多尺度特征级联结构,在
轴承剩余寿命预测问题上取得了比传统卷积网络更

好的抗噪性能和预测精度。部分学者也尝试构建机

理模型与数据驱动模型结合的预测方法,如郑小霞

等[14]利用改进 VMD方法构建高维故障特征向量

并输入深度置信网络进行故障诊断。张弘斌等[15]

使用连续小波变换提取信号时频域特征构造多通道

样本,使用多通道样本训练深度卷积神经网络进行

剩余寿命预测。Zhao等[16]将不同频率的小波包系

数输入深度残差神经网络,达到向神经网络引入领

域知识的目的,可有效提高预测准确率。
受到应用场景、使用工况、工作时间等因素的影

响,旋转机械的剩余寿命通常是动态演化的,上述方

法只能预测旋转机械在设计阶段或者使用过程中某

一特定时刻的静态平均寿命,无法描述旋转机械的

动态退化过程,难以实现剩余寿命的实时在线预测。
数字孪生概念由 MichaelGrieves在2002年提

出,其核心在于构建实体对象几何、物理、行为、规则

等多维度、多领域特征的孪生模型,反应实体对象的

运作规律。随着数字孪生概念在工业场景中应用的

深入,用户已不满足只通过几何模型反应实体设备

运动这类表象型应用,而是希望通过实时数据交互

挖掘数据潜在特征,实现孪生模型对物理实体全生

命周期的精准映射[17-18]。使用数字孪生技术可以

模拟机械设备的动态退化过程,为剩余寿命精准实

时预测提供新方法。Ren等[19]提出一种机器学习

与数字孪生结合的复杂设备全生命周期数字孪生管

理系统框架。许敏俊等[20]融合钻削毛刺机理模型

与循环神经网络,实现对钻削过程的实时仿真监测。
付洋等[21]分析航空发动机涡轮盘损伤机理,使用动

态贝叶斯网络与粒子滤波算法建立涡轮盘数字孪生

模型,并基于实时采集传感器数据对孪生模型进行

动态更新,解决了涡轮盘剩余寿命的在线预测问题。

Wang等[22]提出一种基于参数灵敏度分析的旋转机
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械数字孪生模型修正方案并应用于转子不平衡故障

预测问题,预测误差低于5%。
旋转机械通常具有退化周期长、数据密度大、采

集成本高的特点,难以采集到大量全生命周期退化

信号去构建和训练机理预测模型或数据驱动预测模

型,因此传统模型难以在小样本场景下准确预测旋

转机械剩余使用寿命。张西宁等[23]基于迁移学习

技术使用数据量充足的源域样本训练神经网络,将
神经网络结构和参数迁移到样本不足的目标域进行

预测,在小样本下轴承故障诊断任务中取得了较好

效果,但是本质上仍然需要源域上大量数据样本的

支撑。然而,使用数字孪生技术可以构建旋转机械

退化模型以监测退化趋势并预测剩余寿命,同时根

据采集到的实时信号迭代更新退化模型,通过退化

模型与旋转机械的交互实现旋转机械剩余寿命的动

态预测,是解决小样本旋转机械寿命预测难题的有

效方法。
基于上述分析,本文提出一种 Weibull可靠性

理论与卷积自编码器(convolutionalautoencoder,

CAE)结合的数字孪生驱动的旋转机械剩余寿命预

测方法 Weibull-CAE。将旋转机械视作实体模型,
选择 Weibull可靠度函数作为旋转机械的退化行为

模型。在训练阶段仅需要使用旋转机械早期退化信

号训练卷积自编码器。预测阶段将从旋转机械实体

模型中获取的实时数据经重构误差计算与映射后得

到健康因子,根据健康因子对退化行为模型进行实

时迭代更新以反映旋转机械实体模型的实时退化趋

势,通过实体模型与退化行为模型的虚实交互实现

旋转机械的剩余使用寿命预测。公开数据集上的验

证结果与实际应用表明,本文方法具有在小样本旋

转机械剩余使用寿命预测问题中的可行性与有效

性,为数字孪生技术在旋转机械设备监测运维领域

的应用提供了新思路。

1 卷积自编码器

卷积自编码器是一种无监督神经网络算法,由
编码器和解码器两个子模块构成:编码器对输入信

号进行编码获得输入信号的高阶特征信号,解码器

接收高阶特征信号并对其进行解码得到重构信号。
卷积自编码器网络结构如图1所示。

给定输入信号x,CAE首先将x编码为高阶特

征h,然后将h解码为重构信号􀭺x,公式表达如下

h=f(∑
M

i=1
x*ωci +bci) (1)

图1 一维卷积自编码器结构

Fig.1One-dimensionalconvolutionalself-encoderstructure

􀭺x=g(∑
N

i=1
h*ωdi +bdi) (2)

式中:f、g为非线性激活函数;* 为卷积运算符;

ωci、ωdi 为卷积编码器、卷积解码器第i个通道的卷积

核权重;bci、bdi 为卷积编码器、卷积解码器第i个通道

的卷积层偏置。

CAE对输入信号x的重构误差E 可以用输入

信号x 与重构信号􀭺x 之差的欧几里得范数表示

E(x,􀭺x)= ‖x-􀭺x‖2 (3)

  CAE的训练目标是最小化训练信号的重构误

差。训练后重构误差较小说明CAE学习到了训练

信号的特征模式,可以在不需要额外信息的前提下

提取训练信号的高阶特征。
基于旋转机械早期退化信号训练的CAE可以

学习到早期退化信号模式,对早期退化信号的重构

误差接近0。随着工作时间的增长和退化程度的加

剧,旋转机械的退化信号模式也会逐渐发生变化。
由于CAE只学习了早期退化信号模式,所以CAE
对其他退化时期信号的重构误差会随着退化程度的

增大而增大,可以利用CAE对输入信号的重构误

差来判断输入信号对应的旋转机械退化程度。

2 Weibull退化行为模型

数字孪生技术驱动旋转机械剩余寿命预测的关

键在于构建能够准确描述旋转机械退化规律的退化

行为模型,并根据旋转机械实时信号对退化行为模

型进行迭代更新,使其准确实时地反映旋转机械的

当前健康状态、剩余使用寿命以及未来退化趋势。

Weibull分布是可靠性理论中的经典分布,具有灵

活性高、可解释性强的优点,广泛应用于各类机械零

部件的可靠性建模[24],适合作为旋转机械的退化行

为模型。
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典型三参数 Weibull概率密度函数表达式如下

f(t)= β
η

t-γ
η  β-1

e- t-γ
η  β (4)

式中:t为设备已工作时间;η为尺度参数;β为形状

参数;γ为位置参数。
实际应用中,通常不考虑位置参数,即默认位置

参数为0,此时三参数 Weibull分布简化为两参数

Weibull分布。对两参数 Weibull概率密度函数积

分可得两参数 Weibull累积分布函数,也称 Weibull
不可靠度,表达式如下

F(t)=1-e- t
η  β (5)

式中:F表征设备的不可靠度,F(t)=1表示设备已

经失效,F(t)=0表示设备还未开始退化。考虑计

算 使 用 的 方 便 性,实 际 应 用 中 更 常 用 到 的 是

Weibull可靠度函数

R(t)=1-F(t)=e- t
η  β (6)

式(6)描述了随着工作时间t的增加,设备可靠度的

下降趋势。给定 [0,1]区间上的可靠度r0,代入式

(6),即可求得设备从初始时刻退化到可靠度等于r0
时的理论工作时间T0,表达式如下

T0 =η(-lnr0)1
/β (7)

  若给定失效阈值可靠度rf,则可根据式(7)计

算设备的理论寿命Tf,进而计算出当设备可靠度为

r0 时的剩余使用寿命Trul

Trul=η (-lnrf)1/β-(-lnr0)1/β  (8)

  旋转机械的退化行为模型应当根据实时信号进

行模型更新,以保持与旋转机械实体的状态同步,因
此需要基于实时数据对 Weibull可靠度函数进行参

数更新。Weibull可靠度函数是非线性函数,通常

使用梯度下降法进行参数更新。
考虑t= t1,t2,…,tN  时刻根据实时数据计算

得到的可靠度r= r1,r2,…,rN  ,选择平方差作为

损失函数。此时,Weibull可靠度函数的拟合误差为

J(r,R(t))=∑
N

i=1

(e-
ti
η  β

-ri)2 (9)

  拟合误差对形状参数与尺度参数的偏导数分

别为

∂J
∂β

=2∑
N

i=1
lnti

η  e-
ti
η  β(ri-e-

ti
η  β)ti

η  β

(10)

∂J
∂η

=-2∑
N

i=1

βtie-
ti
η  β(ri-e-

ti
η  β)

η2
ti

η  β-1

(11)

  给定学习率a,对形状参数与尺度参数进行

更新

βt+1 =βt-α∂J∂β
(12)

ηt+1 =ηt-α∂J∂η
(13)

3 Weibull-CAE剩余寿命预测方法

3.1 健康因子映射

旋转机械有多种退化失效模式,不同失效情况

对应的CAE重构误差范围不同,为统一不同失效

情况,本文提出映射函数将[0,+∞)区间上的重构

误差映射为 [0,1]区间上的健康因子(HI)。HI用

于定量描述旋转机械的健康状态,HI为1表示设备

还没有开始退化,HI为0表示设备已经完全退化失

效。根据重构误差、健康因子的定义与旋转机械的

退化规律可知,映射函数应当满足以下要求:
(1)定义域为 [0,+∞),值域为 [0,1];
(2)在定义域上单调递减且平滑可导,方便

计算;
(3)具有饱和性,在自变量趋近于0时函数值趋

近于1,自变量趋近于+∞时函数值趋近于0。
神经网络中常用的Sigmoid函数具有单调性与

饱和性

Sigmoid(x)= 1
1+e-x (14)

  但是,Sigmoid函数是单调递增函数,且定义域

为 (-∞,+∞),值域为(0,1)。为了使Sigmoid函

数满足上述要求,改进Sigmoid函数得到指数映射

函数

h(E(x,􀭺x))= 1
1+ekE(x,􀭵x)-b

(15)

式中:h表示重构误差与HI的指数映射函数;k为形

状系数;b为偏置常数

偏置常数b保证重构误差较小时 HI趋近于1,
形状系数k用于调节映射函数的递减速率。

健康因子与可靠度定义相同,均为表征旋转机

械健康状态的指标,可以互换使用。此外由式(6)
可知,可靠度与健康因子的分布区间一致,都为

[0,1]。因此,使用式(15)中计算得到的健康因子直

接替换可靠度,代入 Weibull可靠度函数进行相应

的拟合构建和参数更新。

3.2 Weibull-CAE整体结构

本文提出的 Weibull-CAE剩余寿命预测模型

基于CAE计算信号重构误差,并通过映射函数将

重构误差映射为健康因子,把健康因子作为可靠度

171



西 安 交 通 大 学 学 报 第57卷 

 http:∥zkxb.xjtu.edu.cn 

代入 Weibull退化行为模型进行参数拟合与更新,
进而利用式(8)预测剩余使用寿命。数字孪生驱动

的 Weibull-CAE剩余寿命预测模型整体框架如图2
所示。

图2 数字孪生驱动的 Weibull-CAE预测方法架构

Fig.2Structureofdigitaltwin-drivenWeibull-CAEmodel

方法架构包括CAE与 Weibull可靠度函数两

个部分。CAE的作用是计算输入信号的重构误差

用于后续的健康因子构建,在构建、训练CAE时的

目标是使CAE较好地学习到旋转机械早期退化信

号模式。CAE模型的网络结构参数决定CAE的模

型复杂度,复杂度过低时CAE无法完整反映早期

退化信号模式,复杂度过高时CAE会记住包含噪

声和冗余信息在内的早期退化信号所有特征,两者

都会导致CAE无法有效学习旋转机械早期退化信

号模式,不能准确重构早期退化信号。
考虑到用于CAE训练的早期退化信号数据量

较小,CAE模型复杂度不宜太高,因此本文将CAE
中的解码器和编码器网络都设置为包含两个卷积层

的小网络。其中,编码器的两个卷积层由一个最大

池化层连接,第二个卷积层后使用非线性激活函数

ReLu输出高阶特征。解码器中的两个转置卷积层

由一个反池化层连接,第二个转置卷积层后同样使

用ReLu函数作为激活函数,输出由高阶特征还原

出的重构信号􀭺x。
Weibull可靠度函数部分接收CAE计算的实

时信号重构误差,将重构误差经指数映射函数映射

为健康因子后代入 Weibull可靠度函数进行参数更

新,进而预测当前剩余使用寿命。总体预测流程如

图3所示。
图3中剩余寿命预测分为模型训练和实时预测

两个阶段。训练阶段具体步骤如下:

(1)采集旋转机械早期退化信号,进行降噪、有
效信号截取、归一化等预处理操作;

(2)将预处理后的早期退化信号输入CAE,计
算原始信号与重构信号之间的重构误差;

(3)反向传播重构误差,更新CAE网络参数;
(4)重复步骤(2)、(3),直至CAE网络收敛。
实时预测阶段具体步骤如下:
(1)采集旋转机械实时振动信号,进行降噪、有

效信号截取、归一化等预处理操作;
(2)将预处理后的振动信号输入CAE,计算原

始信号与重构信号之间的重构误差;
(3)使用式(15)将重构误差映射为健康因子;
(4)根据健康因子,使用 式(9)~(13)更 新

Weibull可靠度函数参数;
(5)使用式(8)更新当前旋转机械剩余可使用

寿命。

图3 数字孪生驱动的 Weibull-CAE方法预测流程

Fig.3 Predictprocessofdigitaltwin-driven Weibull-CAE
model

4 轴承试验台数据验证

4.1 数据集

验证数据选择法国勃艮第-弗朗什孔泰大学

FEMTO研究所基于PRO-NOSTIA轴承加速退化

试验台制作的PHM2012轴承数据集[25]。试验台

结构如图4所示。研究人员在PRO-NOSTIA试验

台上通过加速寿命试验使滚动轴承在短时间内快速

退化失效,在轴承水平和垂直两个方向上布置加速

度传感器采集轴承振动信号,采样频率为25600
Hz,每隔10s采集一次信号,每次采集0.1s信号,
每组采样数据包含2560个数据点。
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图4 PRO-NOSTIA轴承加速退化试验台

Fig.4 PRO-NOSTIA bearingsaccelerateddegradation
testsplatform

PHM2012数据集包括3种工况共17组滚动

轴承的全生命周期退化信号,每种工况都有2组轴

承数据作为训练集,其余均为测试集。PHM2012
数据集详细信息如表1所示。

表1 PHM2012数据集工况信息

Table1PHM2012datasetoperatingconditions

工况
训练

样本数

测试

样本数

转速/

(r·min-1)
载荷/

N
1 2 5 1800 4000
2 2 5 1650 4200
3 2 1 1500 5000

由于试验中仅给轴承施加水平径向载荷,因此

使用水平方向振动信号进行后续分析预测。3种工

况下轴承水平方向振动时域信号如图5所示。

(a)工况1

(b)工况2

(c)工况3
图5 PHM2012数据集各工况时域信号

Fig.5Timedomainsignalsofeachoperatingconditionsin
PHM2012dataset

4.2 训练参数设置

原始信号中每组数据包含2560个样本点,为
减小CAE网络复杂度与计算量,考虑到每组数据

都包含至少两个旋转周期的信号,因此只选取前

1280个样本点作为输入信号。将每个训练集轴承

样本全生命周期前15%时间内信号作为早期退化

数据。

CAE模型中:卷积层、转置卷积层的卷积核大

小设置为5,步长设置为2;池化层与反池化层的池

化大小与步长均设置为4;训练网络时批尺寸大小

为64,训练轮数为50,学习率设置为0.001。根据

指数映射函数的定义,考虑到偏置常数的作用是使

重构误差较小时的 HI近似为1,将偏置常数设为

5,此时h(0)=0.993,满足定义。CAE重构误差为

1时说明输入信号与早期退化信号有一定差异,旋
转机械已处于退化中期或晚期,即h(1)<0.5。结

合式(15)可得k>5,因此将形状参数k设置为5。

Weibull失效可靠度阈值设定为0.05,即轴承健康

因子小于0.05时认为轴承失效。

4.3 模型训练

采用均方根误差(RMSE)与平均绝对百分比误

差(MAPE)作为评价指标来衡量模型预测结果,公
式分别为

ERMSE = 1
N∑

N

i=1

(Ttrue
i -Tpred

i )2 (16)

EMAPE =100%N ∑
N

i=1

Ttrue
i -Tpred

i

Ttrue
i

(17)

式中:N 为轴承样本数;Ttrue
i 、Tpred

i 分别为第i个轴

承样本的实际剩余使用寿命与预测使用寿命。
预测方法的目标是尽可能减小剩余使用寿命真

实值与预测值之间的误差,使得ERMSE、EMAPE趋近

于0。
使用3.2小节中的参数训练CAE网络,训练集

工况1中第一个轴承样本(以“1_1”的形式表示)的
第一组与最后一组振动信号的重构结果如图6所

示。可以看出,使用早期退化数据训练的CAE能

够以较高精度重构早期退化信号,但是无法重构退

化末期信号。

(a)退化早期信号
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(b)退化末期信号

图6 轴承1_1振动信号与重构信号对比

Fig.6Comparisonof1_1bearingsample’svibrationsignal
andreconstructedsignal

使用训练好的CAE网络对训练集中轴承样本

1_1、2_1、3_2进行重构并分别计算重构误差,结果

如图7所示。可以看出,3个轴承样本的重构误差

均是前期缓慢上升或保持稳定,后期剧烈上升,符合

轴承实际退化规律。

图7 训练集轴承信号重构误差

Fig.7Signalreconstructionerrorofbearingsintraindataset

图8 训练集轴承健康因子及 Weibull可靠度函数曲线

Fig.8 HIandWeibullreliabilityfunctioncurveofbearings
intraindataset

将图7中的振动信号重构误差映射为健康因

子,随后进行 Weibull可靠度函数参数拟合,得到3
个轴承健康状态变化趋势及对应的 Weibull可靠度

曲线,如图8所示。可以看出,各个轴承样本在退化

早期、中期的 Weibull可靠度函数拟合误差偏大,而

在退化晚期时的拟合误差则较小。这是因为轴承工

作时间越长,对应的健康因子数量越多,因此可靠度

函数曲线的拟合效果越好,越能更加精确地反映轴

承退化趋势。上述结果也验证了使用 Weibull可靠

度函数描述轴承退化趋势的可行性。

4.4 结果对比与分析

使用同样方法对测试集轴承样本进行信号重构

与重构误差计算、健康因子映射、Weibull可靠度函

数参数更新。以测试集轴承样本1_3为例,其重构

误差如图9所示。

图9 测试集轴承1_3重构误差

Fig.9Signalreconstructionerrorof1_3bearingsample

从图9可知,轴承样本1_3前12500s内的重

构误差在0.3~0.4范围内保持稳定,从13000s开

始重构误差开始随工作时间增加而快速上升,说明

此时轴承1_3已经进入快速退化阶段。

图10 测试集轴承1_3剩余寿命实时迭代预测结果

Fig.10IterativeRULpredictionresultof1_3bearingsample

轴承样本1_3测试集包含轴承全生命周期内前

18010s信号,选择前2700s信号作为CAE训练数

据,此后每隔1000s更新一次 Weibull可靠度函数并

预测当前轴承剩余寿命,结果如图10所示。可以看

出,随着实时数据的累积与Weibull可靠度函数参数的

迭代更新,Weibull-CAE预测方法的预测退化趋势与旋

转机械实际退化趋势的误差逐渐减小,剩余寿命预测

精度也逐渐提高,EMAPE从60%逐渐下降到20%。
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图11为使用 Weibull-CAE方法预测轴承1_3
样本剩余寿命时对应的健康因子及 Weibull可靠度

函数。可以看出,此时实时信号的重构误差为0.75,
对应可靠度为0.845。迭代更新得到的 Weibull可

靠度函数尺度参数η=21865,形状参数β=8.86,
根据式(8)可得此时剩余寿命为6876s,实际剩余

寿命为5730s,预测EMAPE为20%。

图11 测试集轴承1_3剩余寿命预测结果

Fig.11RULpredictionresultof1_3bearingsample

  对其余各测试集轴承样本进行相同操作预测剩

余使用寿命,计算ERMSE、EMAPE,与其他常用传统方

法进行对比,结果如表2所示。可以看出,本文

Weibull-CAE预测方法的ERMSE、EMAPE指标都好于

其余两种方法,EMAPE指标相比于 RNN-HI、SOM-

HI方法分别提升4.15%、10.62%,ERMSE指标则分

别提升了30.1%、34.4%,并且本文方法的剩余寿命

预测偏差方差较小,预测结果更稳定。这是因为本文

Weibull-CAE预测方法引入 Weibull可靠度函数描述

轴承退化趋势,并基于数字孪生技术使用实时数据对

Weibull可靠度函数进行迭代更新,能够实时准确反

映轴承退化趋势,从而使得预测结果具有更高精度。

同时,本文数字孪生驱动的 Weibull-CAE预测方法仅

需少量早期退化数据用于模型训练,能够在小样本情

况下预测旋转机械剩余使用寿命并通过与实时数据

的交互进行模型迭代更新,使预测精度随着设备工作

时间的增加和数据量的累积而提高。

表2 PHM2012数据集不同方法预测结果对比

Table2ComparisonofpredictionresultsofdifferentalgorithmsonthePHM2012dataset

轴承
已使用

时间/s

实际剩余

寿命/s

本文方法预测

剩余寿命/s

本文方法 RNN-HI[26] SOM-HI[27]

EMAPE/% ERMSE/s EMAPE/% ERMSE/s EMAPE/% ERMSE/s

1_3 18010 5730 6876 20.00 1146.0 43.28 2480.0 1.05 60.0

1_4 11380 339 356 5.01 17.0 224.48 761.0 20.94 71.0

1_5 23010 1610 862 46.46 748.0 22.98 370.0 278.26 4480.0

1_6 23010 1460 899 38.42 561.0 21.23 310.0 19.18 280.0

1_7 15010 7570 6842 9.62 728.0 17.83 1350.0 7.13 540.0

2_3 12010 7530 5996 20.37 1534.0 37.85 2850.0 10.49 790.0

2_4 6110 1390 2768 99.14 1378.0 19.42 270.0 51.80 720.0

2_5 20010 3090 3220 4.21 130.0 54.37 1680.0 28.80 890.0

2_6 5710 1290 2786 115.97 1496.0 13.95 180.0 20.93 270.0

2_7 1710 580 745 28.45 165.0 55.17 320.0 44.83 260.0

3_3 3510 820 1486 81.22 666.0 3.66 30.0 3.66 30.0

平均值 42.62 938.8 46.75 1346.3 53.24 1430.9

 注:表中加粗数据为最优值。

5 工程应用

本文数字孪生驱动的 Weibull-CAE剩余寿命

预测方法目前已在上海巴斯夫新材料有限公司某实

验室自动化测试系统数字孪生预测性维护平台上部

署。该数字孪生预测性维护平台旨在融合自动化测

试系统的几何、物理、行为、规则多维模型构建测试

系统孪生模型,方便实验人员与运维人员通过孪生

模型进行测试过程的远程监测与运维。Weibull-
CAE剩余寿命预测方法以图12所示自动化测试平

台中某试验机构联轴器为应用对象,构建联轴器退

化行为模型以预测其健康状态与剩余使用寿命,并
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将预测结果实时展示在数字孪生预测性维护平

台中。

图12 自动化测试系统某试验机构三维模型

 Fig.123Dmodelofatestmechanisminautomatic
testsystem

联轴器工作时的力矩信号可以反映联轴器的健

康状态,健康状态下的力矩信号如图13所示。

图13 自动化测试系统联轴器对应力矩信号

Fig.13Torquesignalsofcouplinginautomatictestsystem

由于该自动化测试系统搭建完成后投入使用时

间较短且联轴器的工作寿命较长,因此缺少联轴器

的全生命周期退化数据,传统剩余寿命预测方法无

法用于预测联轴器剩余使用寿命,使用本文方法则

可以解决这一问题。根据历史情况及专家经验给定

一个合适的联轴器初始 Weibull可靠度函数,既可

以在早期退化数据不足时作为对退化趋势的事先预

估为现场人员提供参考,也可以使 Weibull可靠度

函数更快更准确地逼近旋转机械真实退化趋势。通

过截取联轴器工作时的力矩信号,使用本文数字孪

生驱动的 Weibull-CAE方法对给定的初始 Weibull
可靠度函数进行基于实时数据的参数迭代更新,实
时预测联轴器当前的剩余使用寿命以及健康状态变

化趋势,最终预测结果如图14所示。

图14 联轴器剩余寿命预测结果

Fig.14RULpredictionresultofcoupling

6 结 论

针对旋转机械剩余使用寿命中存在的退化数据

少、失效模式多等问题,本文提出一种数字孪生驱动

的卷积自编码器与 Weibull分布结合的 Weibull-
CAE预测方法来建立旋转机械退化行为模型,本文

主要结论如下。
(1)本文所提方法根据旋转机械的早期退化信

号,在无全生命周期训练数据集的情况下使用卷积

自编码器评估旋转机械当前信号与早期信号的差

异,基于该差异构建健康因子并拟合 Weibull可靠

度函数以描述旋转机械动态退化过程并实时预测当

前设备剩余使用寿命。试验结果表明,该方法仅需

要早期退化数据即可预测剩余寿命,并且随着实时

数据的增多,预测精度也会逐渐提高,具有较高的实

用性。
(2)在PHM2012轴承公开数据集上的剩余寿

命预测对比试验中,对于无全生命周期数据测试集,
本文方法的EMAPE、ERMSE两个指标分别为42.62%、

938.8s,优于其他现有预测方法,具有更好的预测

精度。考虑到实际应用中通常会进行提前设备维护

以避免对生产运行造成影响,本文方法能够反映设

备大体退化趋势,其预测结果也能够在一定程度上

作为维护更换时间的辅助决策依据。
(3)在缺乏全生命周期退化数据的情况下对某

自动化测试系统中的联轴器部件进行退化趋势与剩

余使用寿命预测,验证了本文方法在小样本情况下

对旋转机械剩余寿命预测的可行性与有效性。
(4)下一步工作是在已有方法基础上研究不同

失效模式下CAE重构误差的变化规律,以期建立

更加准确的重构误差与健康因子映射关系。
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